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Absztrakt

Jelen tanulmany tanulmany az Amazon weboldalon elérhet6 kényvek bestseller
listagjanak adathalmazan tesztelt aldbbi osztilyozasi modszereket hasonlitja Gssze: mes-
terséges neuralis halézat, timogatd vektor gép, logisztikus regresszio, dontési fa, véletlen
erd6, k legkdzelebbi szomszéd, és naiv Bayes-osztilyoz6. Bemutatjuk a kilonb6zé
osztalyozasi médszerek pontossaganak Gsszehasonlité elemzését is. Az adatsor tizenegy
év vonatkozasaban tartalmaz adatokat az évi 6tven legtébbet eladott konyvrél.
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Abstract

MACHINE LEARNING AND BESTSELLERS

The present study compares the below classification methods tested on the best-selling
data set of books available on the Amazon website: Artificial Neural Network, Support
Vector Machine, Logistic Regression, Decision Tree, Random Forest, k Nearest
Neighbors, and Naive Bayes methods. A comparative analysis of the accuracy of different
classification methods is presented too. The data set for eleven years contains data on the
fifty best-selling books of the year.
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E tanulmany az Amazon weboldalon el-
érheté konyvek bestseller listdjanak adat-
halmazan tesztelt killénb6z6 osztalyozasi
moédszerek Osszehasonlitasat mutatja be.
Az adatsor tizenegy év vonatkozdsiban
tartalmaz adatokat az évi Stven legtdbbet
eladott kbnyvrol. Az adatelemzési és adat-
banyaszati eszk6z0k alkalmazasaval kvali-
tatfv és kvantitativ valtozok feldolgozasara,
valamint nagy dimenziés adat vizuali-
zalasara van lehet6ségiink. A tanulmany
tokuszaban gépi tanulasi moédszerek al-
kalmazasat mutatjuk be Python nyelven az
adatkészlet fikciora és valos torténeten ala-
puld kétetekre valé osztalyozasara. Hét
osztalyozasi modszert tekintiink at, ezek:
neuralis halézat, logisztikus regresszio, k
legk6zelebbi szomszéd, tartovektor-gép,
dontési fa, véletlen erd6 és naiv Bayes-
osztalyozo. Végezetiil ismertetjik a killon-
b6z3 osztalyozasi modszerek pontossa-
ganak 6sszehasonlitd elemzését.

Bevezetés és statisztikai elemzés

A tanulmany kilonb6z6 gépi tanulasi
eszk6zOk osztalyozasi feladatra valé al-
kalmazasara koncentral. Az elemzés soran
egy adathalmazbdl indulunk ki, amely va-
lamilyen szempont alapjan diszjunkt cso-
portokra oszthaté fel. Célunk, hogy az
adatok mélyére asva olyan Uj ismeretet de-
tektaljunk, mely segitségével képesek lehe-
tink nagy valdszintséggel meghatarozni
egy ismeretlen kategbriaba tartozé egyed
hovatartozasat. Ehhez kiilonb6z6 mester-
séges intelligencian alapul6 eljarasokkal
modelleket épitiink. A modellek illesztését
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kovetSen az osztalyozas teljesitményét mé-
r6 metrika Osszevetésével igyekszink a
modelleket biralé megallapitds megtéte-
lére.

Egy adathalmazbdl indulunk ki, ami ese-
tinkben 2009 és 2019 kozoétt tartalmazza
az Amazon webaruhaz évi 6tven legtdbbet
eladott konyvét (kaggle.com). Az egyes
kényveket az alabbi tulajdonsagok jellem-
zik:

Cim (Name): a kényv cime

Szerz6 (Author): a kényv szerzbje
Felhasznaloi értékelés (User Rating):
A-mazon felhasznalok értékelése
Vélemények (Reviews): az Amazon-
on irt vélemények szama a konyvrél
Ar (Price): a kényv dra 2020. oktéber
13-an

Ev (Year): az év, amikor a kényvet
bestsellerként soroltak be

Mifaj (Genre): a kbnyv mifaja (fikcio
vagy sem).

A tanulmany célja olyan mesterséges in-
telligencian alapulé modellek definidlasa,
melyek hatékonyan képesek a konyvek
osztalyozasara a mifaj tekintetében. K-
16nb62z6 osztalyozasi eljarasok Gsszeveté-
sével kivanjuk megtalalni azt az eljarast,
amely a lehet6 legjobban képes eldonteni a
tulajdonsagok ismeretében azt, hogy egy
adott md fikci6-e vagy sem.

Els6 1épésként statisztikai szempontbdl
vizsgaljuk az adatokat. Az adathalmaz 550
rekordot tartalmaz 351 egyedi kényveim-
mel, tehat megallapithat6, hogy szamos
konyv tobb évben is szerepelt a best-
sellerek kozott. Az adatkészlet harom
nomindlis és négy numerikus valtoz6bol
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all. A nominalis valtozok kozil az oszta-
lyozasi feladatban a mufaj kategériaval-
tozét célvaltozoként hatarozzuk meg. Az
adatkészlet 240 fikciot és 310 non-fikcidt
tartalmaz. A célvaltozé éves eloszlasait te-
kintve megallapithatjuk, hogy a 2014. év
kivételével minden évben t6bb valds térté-
neten alapulé konyv keriilt be a best-
sellerek listajaba, mint fikcié (1. abra).

A felhasznaldi értékeléseket tekintve a
konyvek atlagosan 4,62 pontot kaptak (2.
abra). Az értékelésck eloszlasa jobbra fer-
dilt, balra elnyilé normalis eloszlast mu-
tat. A fikciok atlagos pontszama 4,65, a
non-fikcidk altagos pontszama pedig 4,60.

Megfigyelhetjik, hogy a non-fikciok érté-
kelése kisebb, 0,19 szérast mutat a fikcidk
0,27-es szérasahoz képest. A non fikcidk
pontszamai 4,0 és 4,9 kozottiek, gy ter-
jedelme jelentésen kisebb a fikcidk érté-
kelésének 3,3-t6l 4,9-ig terjedd értékeivel
szemben.

Az arak balra ferdilt, jobbra elnyulo,
13,1 atlagd normalis eloszlast mutatnak (3.
abra). A fickék atlagos ara 10,85 dollar, mig
a non-fikci6ké 14,84 dollar. Megfigyelhet-
juk, hogy a fikciok ara 0 és 82,0 dollar ko-
z6tt mozog 8,57 szorassal, mig a nem fik-
cioké 0 és 105 dollar kozotti 12,04 szoras-
sal.

1. dbra: Az adathalmazban taldlhatd fikciok és non-fikciok darabszdma. Forrds: a Szerzd
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2. dbra: A felbaszndldi értékelések gyakorisaga. Forrds: a Szerzd
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3. dbra: Az drak értékének gyakorisaga és eloszldsa. Forrds: a Szerzd
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Az aggregalt vélemények szamanak atla-
ga konyvenként 11953. A fikcidk atlagosan
15684, mig a nem fikcidk atlagosan 9065
véleményt kaptak. Megfigyelhetjiik, hogy a

w
=

Gemre
Nen Figtion
Fiction

@

tikcidkra érkezett vélemények szamanak
eloszlasa laposabb, mig a non-fikcidké csu-
csosabb (4. abra). Az adatkészletben talal-
haté valtozok korrelaciés matrixat (5. abra)

4. dbra: A vélemeények sgdmdnak gyakorisaga és eloszlasa. Forrds: a Szerzd
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5. dbra: Az adatkészlet viltozdinak korreldcids mdtrixa. Forrds: a Szerzd
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tekintve megallapithatjuk, hogy az egyes
attributumok kozott nincs 0,26-nal erd-
sebb kapcsolat, vagyis a valtozok korrela-
latlanok. A legerGsebb korrelacié az év és
a felhaszndléi értékelés, valamint az év és a
vélemények szama k6zott tapasztalhato, a-
zonban ezek is csak gyenge kapcsolatot
mutatnak.

AdatelGkészités

A tanulmany célja az adathalmaz fikciok-
ra és nem fikcibkra bontasa. Az osztalyo-
zasi feladat célvaltozoéja a mifaj (Genre).
Az osztalyozas az adatkészlet tobbi attri-
butuma alapjan térténik.

Ahhoz, hogy a modellek kezelni tudjak a
nem numerikus valtozokat — igy a kényv-
cim, szerzé és mufaj valtozokat —, nume-
rikussa kell alakitanunk 6ket. A tanulmany
megval6sitasa soran a scikit-learn szoftver
koényvtar preprocessing csomagijanak La-
belEncoder eszkbzét hasznaljuk. Ezt ko-

vetben a csomag StandardScaler eszkdzé-

vel standardizaljuk az adatokat. A standar-
dizacié fontos el6kévetelménye szamos
gépi tanulasi metodusnak. Lényege, hogy
az egyes valtozékat nulla atlaga, egy szo-
rasu normalis eloszlast valtozokka ska-
lazzuk annak érdekében, hogy egy-egy tu-
lajdonsag ne dominalhassa a gépi tanulasi
feladatot.

A skalazast kévetéen vizualizaljuk az a-
dathalmazt. Hét véltozéval dolgozunk, az-
az hét dimenzids adatunk van, melyet két
dimenziéban szeretnénk megjeleniteni. A
vizualizalashoz sziikség van az adatkészlet
két f6komponensére, melyek mentén abra-
zolhatjuk az egyes adatrekordokat. A £6-
komponens analizist a scikit learn konyvtar
decomposition csomagjanak PCA, azaz
Principal Component Analysis médszeré-
nek hasznalataval valésitjuk meg.

A 6. abran lathato, hogy a fikcidk (barna)
és a nem fikcidk (kék) linedrisan nem sze-
paralhaté médon helyezkednek el a két
f6komponens mentén.

6. dbra: Az adathalmaz, vizualizdldsa a két fokomponens mentén. Forrds: a Szerzd
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Megtigyelhetjiik, hogy a két csoport atfe-
déen helyezkedik el, a fikciék a bal felsé
sarokhoz kozel helyezkednek el, mig a
non-fikciék a jobb alsé sarokhoz kézel
pozicionalédnak.

Osztalyozas

Az adatelSkészitést kévetben az oszta-
lyozasi feladat modellezését végezziik el.
Az adathalmazt tanité és tesztadatokra
osztjuk, melyek a scikit learn konyvtar
model selection csomagjanak train_test_
split algoritmusaval végzink el. Az els-
feldolgozott adathalmaz 70%-at tanito,
30%-at pedig tesztel6 halmazba soroljuk.

Ezt kévetben definidlhatjuk az egyes
modelleket, melyeket a tanité adattokra il-
lesztiink, majd a betanitott modelleket a
tesztadatok segitségével teszteljik.

Elséként logisztikus  regressgidval - dolgo-
zunk. A modellt Python nyelven definial-
juk a scikit learn konyvtar linear_model
csomagja segitségével. Az algoritmus sta-
tisztikai médszeren alapulva binaris adatok
modellezésére jelez valdszintségeket (v.0.:
Bodon és Buza, 2014). Példankban annak
a valészinliségét szamitja ki, hogy az is-
mérvek alapjan az adott kényv fikcié vagy
sem. A 7. abran kék hattérrel lathatjuk a
non-fikcié kategériaba sorolt adatpontok
halmazat, barnaval pedig a fikcié kate-
goriat. Az adatpontokat a valds kategod-
rianak megfelel6 szinezéssel tiintettik fel.
T6bb adatpont esetében is eltérést tapasz-
talunk a modell altal j6solt és a valodi
osztalycimke kozo6tt. A modellezés soran
arra torekszink, hogy ezen hibds oszta-

lyozasok szamat minimalizaljuk.
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7. dbra: Osztdlyozds logisztikns regresszioval.
Forris: a Szerzd

Logistic Regression
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Misodik kisérletinkben a & /legkizelebbi
szomséd, azaz KNIN osztalyozot alkalmaz-
zuk. A modell miikédése a kovetkezd. A-
dott az osztalyozasi feladat, az adatbazis,
valamint egy fliggvény, ami szamszerQsiti
barmely két adatpont tavolsagat. Az algo-
ritmus megkeresi a tanit6 adatbazisban az
osztalyozand6 adatponthoz k darab leg-
koézelebbi adatpontot, azaz a k darab leg-
kozelebbi szomszédot, majd ezek osztaly-
cimkéi kozil kivalasztja a leggyakrabban
el6fordulét, és ehhez az osztalyhoz sorolja
az osztilyozand6 adatpontot (Kovacs,
2013). Az optimalis paraméter megtala-
(elbow
method) hasznaljuk. A 8. dbra értelmében

lasahoz a  konyok metodust
tobb k paramétert is megvizsgaltunk. A
tanulmany soran k=3, k=5 és k=7 para-
méterekkel dolgoztunk. A 9. abra szemlél-
teti a kiillonb6z6 k paraméter hatdsait az
Annak
hogy a kiill6nb626 paraméterekkel definialt

osztalyozas soran. elbiralasara,
modellek koziil melyik teljesit legjobban, a

dolgozat kévetkezé szakaszaban kertl sor.
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8. dbra: a kinyok metddus. Forrds: a Szerzd
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9. dbra: Osztalyozdas a RNN meddtussal £=3 (balra fent), =5 (jobbra fent) és k=7 (lent)
paraméter esetén. Forrds: a Szerzd
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A kovetkez6 vizsgalat soran Support
Vector Machine-t (SVM), azaz tartévektor-
gépeket illesztink az osztalyozasi feladat
megoldasara. Az SVM alapvetéen olyan
hipersikot keres, ami a lehet6 legjobban
levalasztja a tanité adathalmaz kilénb6z6
osztalyokba tartozé pontjait (lasd: Tan,
Steinbach és Kumar, 2011). A linearisan
nem szeparalhat6é halmazok elvalasztasara
kilénb6z6 kernel fuggvényeket alkalmaz-
hatunk a modellekben. A kisérletben tobb
kernel fiiggvény is Osszehasonlitasra kertlt
(lasd: 10. abra).

Az osztalyozast mesterséges nenrdlis ha-
lozattal folytatjuk. Mivel az adathalmaz
nem linearisan szeparalhatd, tébbrétegl
perceptronnal dolgozunk. A hal6zat beme-
neti-, rejtett-, és kimeneti rétegbdl épiil fel.
A halézat hiba-visszadramoltatissal mini-

malizdlja az osztalyozas hibajat (Fazekas,
2013).

A Naive Bayes osztalyozé modszer felté-
teles valoszinlségekre alapozva vizsgalja
annak valdszintségét, hogy egy adatpont
az egyes osztalyokba tartozik, majd a maxi-
malis val6szintiségl osztalyba sorolja (v.6.:
Russell, Norvig, 2005).

Az utolsé vizsgalatunk soran dontési fit és
véletlen erddt (Random Forest) alkalmazunk
az osztalyozasi feladat elvégzésére. A don-
tési fa egy faszerkezet, melynek minden
cstcsa egy értékre vonatkozo ellendrzést,
dontést jeldl. A cstucsokbdl kivezetd élek a
dontések lehetséges kimeneteleit reprezen-
taljak. A dontési fa levél elemei hatarozzak
meg az osztalyba sorolast, (Tan, Steinbach,
Kumar, 2011). A véletlen erdS tébb, ki-
16nb62z6 dontési fa altal adott elérejelzésre
alapozva végzi el az osztalyozast.

10. dbra: Osztilyozdas SV M-mel linedris (balra fent), ploinomidlis (jobbra fent) és RBF (lent)

kernellel. Forrds: a $zerzd.
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Az osztalyozasi modszerek

pontossaganak 6sszehasonlitasa

Az ismertetett algoritmusok altal elvég-
zett osztalyozasok jellemzésére killonboz6
metrikakat hasznalhatunk, melyek koziil a
konfuziés matrixot vizsgaljuk meg el6szor.
A mitrix az egyes osztilyokba helyesen,
illetve hibasan osztalyozott egyedek sza-
mat reprezentalja. A 11. abra segitségével
Osszevethetjik a killénb6z6 osztalyozasi
moédszerek pontossagat. A kategoria ten-
gelyen a modellek 4ltal josolt osztalyozas,
az értéktengelyen pedig a valédi osztalyo-
zas lathat6. A konfuzids matrix bal felsé
eleme azon tesztadatok szamat adja meg,
melyeket a modell helyesen sorolt a fikciok
kézé. A jobb alsé elem azon tesztadatok
szamat mutatja, melyeket a modell helye-
sen osztalyozott a non-fikcié kategoriaba.

A matrix tovabbi két eleme a hibés osz-
talyozasok szamat reprezentalja. A jobb

tels6 elem azon osztalyozasok szamat mu-
tatja, melyeket a modell non-fikciénak osz-
talyozott, viszont fikcié volt. A bal als6
elem a modell altal hibasan fikcidként
osztalyozott elemek szamat adja meg.

A 11. abran a naiv Bayes osztalyozé 63
esetben osztalyozta helyesen a fikcidkat, 77
esetben pedig a nem fikciékat. A modell 14
esetben osztalyozta hibasan non-fikciénak
a valéjaban fikciét, 11 esetben pedig non-
tikcié helyett fikcié kategériaba sorolta a
kiadvanyt.

A konfuziés matrixban szerepeltetett a-
datok megadjak a modell helyes, illetve hi-
bas osztalyozasainak szamat. A matrix a-
lapjan az osztalyozast jellemezhetjiik pon-
alabbiak

szamolunk. Osszeadjuk a modell helyes

tossaggal, melyet az szerint
predikcidinak szamat minden osztalyra vo-
natkozéan, majd ezt az Osszeget elosztjuk

az Osszes osztalyozas szamaval.

11. abra: Normalizdlatlan (balra) és normalizdlt (jobbra) konfiizids mdtrix a naiv Bayes osztdlyozd

esetén. Forrds: a Szgerzd
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A fent lathaté példa esetében a pon-
tossag a kévetkez6képpen alakul. A teszt-
halmaz 165 adatot tartalmaz. A modell
Osszesen 140 esetben osztalyozott helye-
sen. A modell altal végrehajtott osztalyozas
pontossaga 84.84%.

A modellek teljesitményét nem célszert
egyetlen kisérlet alapjan megitélni. Az osz-
talyozasi feladat soran, a tanito- és teszteld
adatok meghatdrozasanal fontos szerepe
van a véletlen faktornak. Hogy minél rele-
vansabb megallapitast tehessiink az oszta-
lyozé moédszerek pontossaganak értékelé-
sénél, az osztalyozasi feladatokat a kisérlet
soran ezerszer hajtottuk végre.

Eredmények 6sszefoglalas

A 12. abra a tanulmany soran végre-
hajtott ezer kisérlet soran tapasztalt atlagos
pontossagot mutatja osztalyozo eljarason-
ként. Megallapithatjuk, hogy az altalunk is-
mertetett gépi tanulasi médszerek atlago-

san 81% pontossaggal képesek meghata-
rozni az Amazon webdruhdz legnagyobb
darabszamban eladott kényveit tartalmazé
adatbazisban szerepl6 kiadvanyokrél, hogy
azok fikcié vagy non-fikcié kategéridba
tartoznak-e.

Az ismertetett osztalyozasi modszerek
kozil a dontési fa szignifikinsan pontat-
lanabbul volt képes osztilyozni az adat-
bazist, mint a tobbi eljaras. Tovabba a k=3
és k=5 paraméterckkel definidlt kNN
modellek teljesitménye is gyengébb a tébbi
médszerhez képest.

A véletlen erdé pontossaga 81.3%. A
logisztikus regresszid, az SVM osztalyozok
és a Naive Bayes halézat atlagos pontos-
saga 81.7%. A mesterséges neurdlis hdl6zat
81.9% pontossagot mutatott. A legna-
gyobb atlagos pontossagot a k=7 paramé-
terrel definialt k legkdzelebbi szomszéd
modell esetén tapasztaltuk, mely 82.2%-os
pontossagot mutatott.

12. dbra: Az egyes osgtdlyozdsi mddszerek dtlagos pontossaga 1000 kisérlet alapjan. Forrds: a

Szerzd
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Classification methods
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Javaslatként megfogalmazhat6 a dontési
fa hasznalatinak elkerulése, valamint a k=7
paraméter( legkdzelebbi szomszéd algorit-
mus hasznalatanak preferdldsa az adott
adathalmaz osztalyozasara.

A tanulmany jovobeli folytatasaként az
osztalyozasi médszerek Gsszehasonlito e-
lemzésének tovabbi metrikak figyelembe-
vételével valo kiegészitését tervezzik meg-

valdsitani.
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